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Ключевые слова
История развития нейрокомпьютерных вычислений

Определения и терминология

Нейрокомпьютинг или обработка данных с помощью нейроподобных сетей, реализованных на компьютерах либо в виде программ, либо аппаратным образом, в настоящее время все более широко используется для решения многих плохо формализуемых задач.

Нейрокомпьютинг (нейровычисления) относятся к сравнительно новому направлению информационных технологий, которое получило название Machine Leaning – ML, т. е. обучение машин.

 Это важное научное направление информатики обобщает результаты и идеи, связанные с нейросетевыми вычислениями, эволюционными и генетическими алгоритмами, нечеткими множествами, итерационными самонастраивающимися алгоритмами. Появление обобщающего термина Machine Leaning связывают с именем  К. Самуэля, опубликовавшего в 1963 г. в сборнике Computers and Thought  (Mc Craw-Hill, N. Y.) статью под названием «Some studies in machine leaning using the game of checkers» («Некоторые проблемы обучения машины на примере игры в шахматы»).

Первые работы

Первые работы по формальному анализу математических моделей нейронных сетей относятся к 1943 г., имеется в виду работа Мак-Каллока и Вальтера Питтса “Логическое исчисление идей, относящихся к нервной активности“ (Mc Culloch V. S., Pitts W. H. A logical calculus of ideas immanent in nervous activity. Bull. Math. Biophysics, 1943, v. 2, p548–558). На русский язык эта работа была переведена в 1956 г.

Авторы предложили простейшую модель работы нейрона, структура этой модели сохранилась и по сей день. Ее усовершенствование шло за счет усложнения функций активации, способов объединения нейронов в нейронные сети и динамики их работы, развития методов обучения нейросетей.

Фундаментальный анализ математической модели нейронной сети был проведен известнейшим специалистом в области математической логики С. К. Клини в работе “Представление событий в нервных сетях и конечных автоматах” (Труды корпорации RAND, 1951 г.).

Следующим важным шагом в развитии идей нейрокомпьютинга следует считать модель персептрона Розенблатта, которая была предложена в 1962 г. для решения некоторых задач распознавания образов (Розенблатт Ф. Принципы нейродинамики. М., 1965).

Модель персептрона Розенблатта была подвергнута всестороннему математическому анализу в работе М Минского. и С.Пейперта («Персептроны» М., 1971), которые доказали невозможность использования персептрона для решения некоторых простых задач распознавания геометрических объектов, в частности невозможность распознать геометрически подобные образы. 

В ответ на это были предложены усовершенствованные варианты нейросетей, которые снимали ряд ограничений персептрона и расширяли круг решаемых задач. Но одновременно было установлено, что мощностей существовавшей в тот период вычислительной техники явно недостаточно для решения многих реальных задач распознавания и классификации. Электроника того времени не позволяла также создать приемлемый по быстродействию и стоимости нейрокомпьютер.

Попытки моделирования нейросетей электрическими схемами были предприняты в начале 50-х годов. После этого остался только один шаг в направлении использования электронных моделей в качестве приборов для решения математических задач, не имевших прямого отношения к анализу работы мозга, т. е. в качестве счетно-решающих устройств. Этому шагу предшествовали многочисленные теоретические исследования принципиальных возможностей нейросетей (НС) по обработке данных. Исследовались также классы задач, которые могли бы быть решены с использованием нейросетевого подхода.

Сложность и необычность этих исследований заключалась в том, что нейросети по своей сути являются устройствами сугубо параллельного действия, в которых все узлы (нейроны) работают одновременно и одновременно обмениваются информацией между собой. Строго формализовать процессы, происходящие в нейронных сетях, оказалось не столь простым делом. При этом цель адекватного отражения процессов, которые происходят в биологической нейронной сети головного мозга, в исследованиях по созданию вычислительных устройств нейросетевого типа была отодвинута на второй план или полностью игнорировалась. Главной целью становится максимальное использование параллелизма в обработке данных в нейроподобных электронных системах. Во имя достижения этой цели изобретаются модели сетей различной топологии, с различными способами формирования порога возбудимости, различными способами синхронизации. 

Замечательным свойством нейроподобных вычислительных систем является их способность к обучению и самообучению. 

Заметим, что в обычных универсальных вычислительных машинах в качестве параметров для управления аппаратурой компьютера, решающего те или иные задачи, выступает код программы, реализующий алгоритм. Алгоритм задается человеком, специалистом в конкретной области знаний. Процесс настройки компьютера сводится к составлению программы, ее отладке, к подгонке параметров программы с целью достижения правильной ее работы. В отличие от процесса программирования нейросеть “обучают”. В процессе обучения происходит автоматическая настройка параметров нейросети, ее весовых коэффициентов. При этом не задается перечень тех арифметических и логических операций, которые будут выполняться в сети в процессе решения задачи, как это делается при обычном программировании. Обучение, как правило, производится с использованием известных результатов решения аналогичных задач.

Реальные задачи требовали для своего решения построения нейросетей, содержащих тысячи узлов – нейронов и многие тысячи связей между ними. Процесс обучения требовал настройки нескольких тысяч весовых коэффициентов. Средствами существовавшей в то время вычислительной техники этого сделать практически было невозможно. Интерес к использованию нейросетевых вычислений упал. Последовало сокращение инвестиций в это направление исследований.

Вероятно, именно эти обстоятельства затормозили развитие идей нейровычислений до той поры, пока не появилась вычислительная техника 80-х годов, основанная на использовании больших интегральных схем и микропроцессоров.  

К этому следует добавить, что в 70–80 годы начался бурный расцвет экспертных систем, также способных решать некоторые плохо формализуемые задачи. На экспертные системы возлагались очень большие надежды, что также повлияло на ослабление интереса к работам в области ML.

Эволюционные и генетические вычисления

Эволюционные и генетические вычисления весьма близки по постановке и методам решения к нейросетевым вычислениям. Процесс решения с их помощью также основан на итерационном подборе некоторых параметров, доставляющих экстремум функции качества, которая, как правило, не обладает никакими хорошими свойствами типа непрерывности и гладкости. 

В связи с исследованиями в области генетических алгоритмов следует упомянуть важную работу и теорему Холланда (Holland J. Adaptation in natural and artificial systems. MIT Press. Cambridge, VA, 1992), доказавшему сходимость итерационного процесса генетического алгоритма при некоторых предположениях.

В рамках общего направления обучения машин появилась новая ветвь, которая получила название «генетическое программирование» (GP). Это направление относят к новому витку автоматизации программирования, целью которого является обучение машины программировать саму себя на основе использования принципов естественного отбора. Направление GP еще очень молодое, хотя попытки заставить машину самопрограммироваться делались давно. В настоящее время речь не идет о том, чтобы заставить машину методом обучения генерировать машинный код, однако от этого направления можно ожидать результатов в области оптимизации программного кода. Уже получены хорошие решения в распределении процессов и данных в мультипроцессорных системах, которые можно отнести к генетическому программированию.

Что касается понятия «генетическое программирования», то его появление можно отнести к концу 50-х годов. Наверное, первой попыткой обучения компьютера программированию можно считать эксперимент Фридберга по автоматизации генерации программного кода модельной вычислительной машины. Идея состояла в автоматической генерации случайного множества программ и целенаправленного выбора из такого множества хороших программ (Friedberg R. At leaning machine. part 1. IBM J. Research and Development, 2:2 – 13 (что за цифры?), 1958).

Как выяснилось в последнее время, генетическое программирование используется для оптимального выбора структуры нейросети, конструируемой для решения конкретного класса задач.

Важное значение имели публикация Коца  “Genetic Programming. On the Programming of Computers by Means of Nature Selection”, 1992.

К плохо формализуемым практически важным задачам относят задачи распознавания образов, классификации, анализа многомерных сигналов, анализа поведения  временных рядов, релевантного поиска, прогнозирования, многие задачи экономики и т. д. 

Общим в разнообразных методах и приемах решения такого рода задач является наличие итерационного процесса поиска параметров какой-либо функции, которая затем используется для решения конкретных задач или доставляет искомое решение. В качестве исходных данных для организации итерационных процессов, как правило, используют ограниченное число комплектов заранее известных данных и знание результатов, соответствующих этим данным. В частности большинство задач прогнозирования может быть сведено к этой общей схеме.

Комплекты заранее известных данных во многих задачах называют обучающей последовательностью. Итерационный процесс получения искомой функции называют процессом обучения. Известные результаты решения задачи, связанные с этими данными, называют в разных задачах по-разному: функцией качества, оценкой значимости, известными результатами прогноза по предыстории. В генетических алгоритмах генерируемые популяции также можно назвать обучающими последовательностями. 

Как бы то ни было, общая схема метода решения задач состоит в следующем: создается алгоритм, который на основе сопоставления множества элементов обучающей последовательности и элементов множества известных результатов формирует в свою очередь алгоритм, позволяющий решать задачу для любых исходных данных, не принадлежащих обучающей последовательности.

Первый алгоритм  вполне может быть назван алгоритмом обучения. Алгоритм, полученный в результате обучения, может быть назван результатом обучения машины (компьютера), который и позволяет ей решать определенный круг задач.

Искомую решающую функцию отыскивают таким образом, чтобы она давала ожидаемые (или приемлемые) заранее известные из опыта или предыстории значения при подстановке известных элементов обучающей последовательности. Очевидно, что не составляет труда построить функцию, удовлетворяющую только этому требованию, – ее можно задать таблицей соответствий известных результатов известным исходным данным. Но когда нас интересует адекватный ответ при подстановке ранее неизвестных данных, такой тривиальный способ исключается. Нам следует построить такую функцию, которая при подстановке в нее неизвестных данных давала бы в некотором смысле результаты, близкие к уже известным.

Понятие «близости» зависит от семантики предметной области, и отыскание методов формализации понятия близости пока что является в большей степени искусством, чем наукой. Но и в этом направлении ведутся интенсивные исследования, в частности Ю. И. Журавлевым и его учениками (Журавлев Ю. И.. Об алгебраическом подходе к решению задач распознавания или классификации. Проблемы кибернетики, 1978, т. 33).  Надо дать страницы!

В отличие от обычного способа использования вычислительных машин путем создания программы, реализующей алгоритм, разработанный специалистом вне машины, метод МL предполагает, что машина сама создаст алгоритм, если ее обучить этому.

Общим почти для всех методов обучения компьютеров являются объекты, с которыми имеют дело вышеперечисленные задачи обработки данных. Эти данные представляют собой закодированный перечень характеристик реальных сущностей, и эти характеристики, как правило, не являются по своему изначальному смыслу числами, хотя в ходе кодирования им присваиваются числовые значения. Привычные понятия евклидовой метрики и нормы здесь часто не работают, так как не могут адекватно отражать реальные взаимоотношения сущностей.

В то же время компьютер ничего кроме логических и арифметических операций делать не в состоянии. Умение разрабатывать алгоритмы обучения компьютера, которые заставят его решать поставленные задачи в рамках физически присущих ему возможностей, также пока что является в большей степени искусством, нежели результатом стройной теории обучения и вычислений, охватывающих этот класс задач.

Во многих задачах в качестве моделей реальных объектов выступают весьма сложные структуры данных типа графов либо множеств с различными топологическими свойствами. Те и другие не являются линейными структурами, и к их исследованию трудно применить развитый аппарат классической математики. Функции, к поиску экстремума которых часто сводятся такие задачи, в особенности при использовании генетических алгоритмов, как правило, не обладают непрерывностью и гладкостью. Все это осложняет поиск надлежащих алгоритмов решения подобных задач и доказательств достоверности полученных решений.

Не всегда удается математически строго доказать сходимость построенного итерационного процесса обучения. В этом заключается один из недостатков применения нейросетей к решению конкретных задач, и данный факт составляет основу критики нейросетевого подхода: нет доказательств того, что полученное решение верно или оптимально.

Часто критерием того, что компьютер обучен правильно и может решать рассматриваемый круг задач, выступают результаты вычислительного эксперимента. Но не всегда доказывается чистота поставленных экспериментов и полнота тестирования.

Работа нейросетей и генетических алгоритмов являет пример массовых параллельных процессов. Новое поколение вычислительных средств обеспечило реальные возможности использования этого естественного параллелизма. Все это стимулировало возвращение интереса к нейросетевым вычислениям и обучающим алгоритмам.

Теория и практика нейровычислений  - современное положение и перспективы

Появились многочисленные теоретические исследования принципиальных возможностей нейросетей (НС) по обработке данных. Исследовались и классы задач, которые могли бы быть решены с использованием нейросетевого подхода.

В современном понимании нейросеть нельзя уже считать аналогом нейронной сети головного мозга человека. Вычисления, производимые узлом искусственной нейросети, могут не иметь ничего общего с процессами, происходящими в биологическом нейроне. Функции искусственного нейрона, вообще говоря, могут быть выбраны из любых соображений, согласующихся с законами предметной области. Это же касается выбора функций «мутации» и «скрещивания» в генетических алгоритмах, они могут не иметь ничего общего с тем, что происходит в живой природе. 

Соответственно, искусственные нейронные сети сейчас реализуются в основном на универсальных мультипроцессорных системах, позволяющих задавать самые различные функции работы узла нейросети, определенные по воле исследователя. Что касается создания специализированных нейрокомпьютеров, то такие работы проводятся, существуют реализации нейросетевых автоматов, используемых как аппаратные модули в сложных технических системах, в основном военного назначения. 

С точки зрения создания некого аппаратно реализованного устройства способность к его обучению означает, что в таком устройстве должны быть некоторые параметры, тем или иным способом изменяющиеся в зависимости от предъявленных примеров так, чтобы результаты, появляющиеся на выходе, соответствовали заранее известным результатам. В нейроподобных вычислительных системах в качестве параметров настройки выступает не код программы, а некоторые весовые коэффициенты, приписанные дугам нейросети. Программой для нейрокомпьютера, определяющей его поведение, является набор (вектор) числовых значений весов дуг, и этот набор может динамически меняться в ходе обучения и работы нейрокомпьютера.

Значения этих коэффициентов можно выбирать в довольно широких пределах. Этот выбор делается либо их заданием извне, либо по специальным алгоритмам, реализуемым на универсальной машине, связанной с нейрокомпьютером. 

Технически нейрокомпьютер представляет собой множество параллельно работающих вычислительных узлов, связанных между собой линиями передачи данных. Вычислительные возможности каждого узла нейрокомпьютера, как правило, одинаковы. Это одно из важных преимуществ подобного рода вычислительных систем. 

В отличие от обычных вычислительных машин универсальных нейрокомпьютеров, способных решать любые задачи, не бывает, каждый аппаратно реализованный нейрокомпьютер рассчитан на решение какого-то класса задач, который определяет число узлов, реализованные в них функции и топологию сети.

Появление массивно-параллельных вычислительных систем терафлопной производительности открыло реальные возможности перехода от использования нейросетевых вычислений для решения эффектных модельных задач искусственного интеллекта к задачам более серьезным и значимым с точки зрения науки, развития высоких технологий и практических приложений в области прогнозирования событий в реальных ситуациях с учетом многочисленных нюансов.

В настоящее время ведутся интенсивные теоретические исследования в области нейровычислений, генетических алгоритмов и нечетких множеств, на этом пути получены многообещающие результаты. Изобретаются сети различной топологии, с различными способами формирования порога возбудимости, различными способами синхронизации

В выпущенной в 2000 г. монографии “Нейронные сети для обработки информации» С. Осовского содержится обзор наиболее известных типов нейросетей и методов их обучения, ранее известных и созданных в последнее время. Если раньше нейросетевая тематика исчерпывалась в основном рассмотрением различных модификаций персептрона и метода обучения обратным распространением ошибки, то за последние два десятилетия появились новые типы сетей и методов их обучения. Автором монографии рассматривается свыше семи классов нейронных сетей, включая многослойные персептроны, радиальные, рекуррентные и ассоциативные сети, самоорганизующиеся и нечеткие нейронные сети. Даны сведения более чем о двадцати различных методах обучения нейросетей. Это свидетельствует о бурном развитии нейросетевой тематики и расширении сфер применения методов обработки информации на основе обучающих алгоритмов в самых различных прикладных областях.

Показателем возросшего интереса к нейросетевой тематике и эволюционным вычислениям может служить также появление в составе профессионального программного обеспечения персональных компьютеров и серверов средств поддержки обработки данных этими новыми методами. 

Так, в состав широко используемой системы Mathlab, обладающей богатым арсеналом средств классической математики для решения традиционных задач линейной алгебры, дифференциальных уравнений, интегрирования, частотного анализа и т. п., дополнительно введены средства, позволяющие конструировать нейросети различного типа, с возможностью выбора методов обучения. Эти средства позволяют формировать обучающие и тестовые последовательности различной структуры, подключать базы данных, содержащие информацию, подлежащую анализу нейросетевыми методами.

Тем самым нейросетевые вычисления введены в ранг стандартного математического обеспечения вычислительной техники массового применения.

Широко используются свободно распространяемые системы типа SNNS, которые представляют собой нейросетевой конструктор, позволяющий задавать топологию конструируемой нейросети, обучать ее различными способами и выполнять необходимые вычисления с помощью созданной и обученной нейросети.

Следует отметить, что эти нейросетевые пакеты программ снабжены развитыми средствами визуализации и диалогового взаимодействия.

Одна из важных задач современного программирования –  повышение эффективности решения задач, основанных на использовании нейросетевых алгоритмов. Наиболее трудоемкой по затратам вычислительных ресурсов и, следовательно, времени можно назвать задачу обучения. По существу, единственным методом радикального ускорения этого процесса является его распараллеливание, и на этом направлении в настоящее время сосредоточены усилия системных программистов. 

Теория нейросетей

Нейросеть

Нейросеть можно рассматривать как некую виртуальную модель мультипроцессорной системы с большим количеством процессоров, число которых при решении реальных практических задач может исчисляться тысячами. То преимущество, что каждый процессор, представляющий модель нейрона, выполняет сравнительно простые алгоритмы вычисления функции активации, нивелируется очень большим числом связей между ними. В общем случае число связей имеет порядок n2, где n – число процессоров. Как известно, главный фактор потери эффективности при использовании мультипроцессорных систем – задержки на передачах данных от одного узла к другому. Данный эффект потери пиковой производительности в меньшей степени играет роль в мультипроцессорах типа SMP (с общей равнодоступной памятью), но и в этом случае возникают потери времени на ожидание доступа к ней. Кроме того, при организации распараллеливания нейросетевых вычислений на этапе обучения возникает емкая по времени задача пересчета весовых коэффициентов, число которых также может достигать десятков тысяч. Проблема уменьшения потерь  эффективности при моделировании нейровычислений на современных вычислительных системах с массовым параллелизмом является сложной и еще далеко не решенной задачей системного программирования, и это несмотря на то, что нейросетевые процессы по своей сути являются параллельными. 

Наиболее трудоемкой по затратам вычислительных ресурсов и, следовательно, времени является задача обучения. По существу, единственным методом радикального ускорения этого процесса является его распараллеливание, и на этом направлении сосредотачиваются усилия системных программистов.   См. последний абзац перед этим разделом – повтор.

Значения параметров настройки нейросети (весовых коэффициентов ее дуг) можно выбирать из некоторого множества допустимых значений. Этот выбор может быть предопределен их заданием извне, либо производиться по специальным алгоритмам, реализуемым на универсальной машине, связанной с нейрокомпьютером, которая выполняет роль “учителя”. 

Отметим существенную разницу между нейрокомпьютером и машинами, управляемыми потоком данных. В графе потока данных в той или иной кодировке указан перечень арифметических и логических действий, порядок их выполнения и способ извлечения операндов из памяти машины. В этом смысле граф потока данных можно считать своеобразной программой вычислений. В нейрокомпьютере такого сходства с алгоритмом, заданным потоком данных, нет.

Формальная модель нейроподобной сети

Формальная модель нейроподобной сети представляет собой ориентированный граф. Предполагается, что все данные, передаваемые от узла к узлу по дугам этого графа, представляют собой числовые значения, вычисленные в узлах сети. Принимая данные от других узлов на обработку, узел умножает их на принадлежащие ему (локализованные в нем) весовые коэффициенты, суммирует полученные произведения и вычисляет значение некоторой функции от полученной суммы. Как правило, во всех узлах производится вычисление одной и той же функции, аргументами которой служат весовые коэффициенты дуг и значения, полученные от других узлов нейросети. Веса дуг являются параметрами настройки нейросети.

Первые попытки аппаратной реализации нейроподобных сетей основывались на использовании аналоговых устройств. В настоящее время для их реализации применяется цифровая дискретная техника.

Мы будем далее рассматривать дискретно работающую сеть, в которой на каждом временном шаге ее работы в каждом ее узле производится вычисление некой величины, характеризующей состояние i-того узла в момент t. В следующий момент времени t+1 вычисленное на предыдущем шаге значение Хi передается ко всем другим узлам, с которыми данный узел связан по выходам. 

Схема модели одного узла такой нейроподобной сети представлена на рис. 1.

Алгоритм работы узла состоит в следующем:

1) вычисляется сумма весов дуг, входящих в узел i, умноженных на значения, поступающие по дугам, т. е. вычисляется скалярное произведение

(wijХ ij=xi
j
2) по значению суммы xi вычисляется функция активации Si(xi);

3) значение функции активации поступает по дугам, исходящим из i-того узла.


Рис.  1. Cхема i-того узла нейроподобной сети

Способы вычисления Si(xi) в различных моделях нейроподобных сетей различны. Наиболее часто используются следующие функции:

S(x) = Sign(x), S принимает значения +1, – 1 (либо 0);

S(x) = tanh(x/2) = [1–exp(–x)]/[1+exp(–x)] – тангенс гиперболический;

S(x) = 1/[1+exp(–x()] – сигмоида;

S(x) = x – линейная.

В тех моделях сетей, где функция Si(xi) принимает только два значения, используется параметр, называемый порогом, будем обозначать порог буквой (.

Сигмоида и тангенс гиперболический являются непрерывными функциями, приближающими ступенчатую разрывную пороговую функцию знака.

Для ступенчатой функции активации чаще всего полагают, что: S(x) = +1, если S(x)( (, и S(x) = –1 в противном случае.

Для ступенчатой функции активации чаще всего полагают, что:


+1, если S(x)((
S(x) = 0, если S(x)((
Одной из важных задач, решаемых с использованием нейронных сетей, к которой сводится большинство других, является задача классификации.

В содержательной постановке эта задача состоит в построении непересекающихся множеств (классов) объектов, позволяющих по значению признаков, характеризующих конкретный объект, относить его к одному и только одному из непересекающихся множеств.

Классы конструируются различными способами.

Первый состоит в том, что по некоторой совокупности представителей, о которых точно известна их принадлежность к тому или иному классу, строятся алгоритмы, позволяющие любой объект относить к какому-то определенному классу.

Второй способ состоит в построении алгоритма, способного группировать объекты по некоторым критериям близости объектов друг к другу, определяемым постановкой задачи. В качестве исходной посылки считается, что множество классифицируемых объектов, заранее не разделено на классы и они автоматически объединяются в группы (или кластеры). Критериями объединения могут быть общие характеристики объектов, например допустимый разброс совокупности некоторых выделенных признаков, характеризующих группируемые объекты, соотношение этих признаков. Эта задача носит название задачи кластеризации.

Для того чтобы указанные выше содержательные постановки задачи классификации были строго сформулированы, нам потребуется формализовать понятия признаков объекта, образа объекта, множества образов объектов.

Один из способов формального представления образа любого объекта живой и неживой природы состоит в перечислении количественных характеристик свойств, присущих данному объекту, таких, например, как размеры, масса, цвет и тому подобное. Любые, даже чисто качественные характеристики можно закодировать числовыми значениями. Например, свойство «хороший» можно закодировать значением 1, а «плохой» – значением 0.

Это позволяет определить образ объекта, как вектор числовых значений присущих ему свойств.  

Математический аппарат работы с векторами хорошо разработан, и задачи классификации можно ставить в строгой математической постановке, абстрагируясь от конкретного смысла реальных свойств объекта.

Векторы мы будем обозначать большими буквами латинского алфавита, например Хi; координаты вектора – соответствующими малыми латинскими буквами с порядковым индексом.

Хi= (x1i, x2i, …, xni)

Как известно, вектор можно интерпретировать как точку п-мерного пространства с соответствующими координатами. 

Рассмотрим некоторые примеры, поясняющие постановку задачи классификации, или распознавания образов.

Пусть все пространство векторов, представляющих исследуемые объекты, разбито на непересекающиеся подмножества точек, которые мы будем называть классами. Предполагается, что нам не известны границы, разделяющие эти классы, но известны некоторые представители этих классов, т. е. принадлежность к тому или иному классу ограниченного числа точек каждого класса.

Задача состоит в том, чтобы для любой наугад выбранной точки нашего пространства образов определить ее принадлежность к одному из таких классов.

В тех случаях, когда нам известны характеристики классов, эта задача решается тривиально. Например, пусть нам задана некоторая гиперплоскость в евклидовом пространстве и два класса точек в нем. Также известно, что к первому классу относятся точки, расположенные по одну сторону от гиперплоскости, ко второму – точки, расположенные по ее другую сторону. В этом случае нам надо просто подставить в уравнение гиперплоскости координаты точки, класс которой мы хотим определить, и по знаку результата судить о ее принадлежности. 

Реально встречаются такие ситуации, когда известна только принадлежность к классам какой-то ограниченной выборки точек из классов и ничего или почти ничего неизвестно о структуре самих классов. Такая ситуация типична для задач распознавания образов.

Задача распознавания образов

В общем случае задача распознавания образов может быть сформулирована так.

Пусть известна выборка некоторого числа образов, принадлежащих конечному числу классов. Нам дан образ, не принадлежащий известной выборке,. Требуется определить, к какому классу относится данный образ, при условии, что структуры самих классов нам не известны.

Определим структуру класса как характеристическую функцию от п переменных, обладающую тем свойством, что при подстановке в нее координат точки, относящейся к данному классу, она принимает значение 1, а при подстановке координат точек, не принадлежащих данному классу, принимает значение 0 (или –1). 

Заметим, что любую функцию от п переменных можно преобразовать в функцию, характеризующую структуру некоторого класса, а именно: пусть дана вычислимая функция f(x1, x2, …, xn), определенная на всем множестве рассматриваемых координат, тогда функция 

                                  1, если f(x1, x2, …, xn)( (
                     S(x1, x2, … xn, ( )=  

                                    0, если  f(x1, x2, …, xn) ((
определит структуру некоторого подмножества точек и разобьет все множество на два непересекающихся класса.

Задача классификации состоит в построении таких функций на основе знания принадлежности к классам только ограниченного числа представителей соответствующих классов.

Заметим, что для конструктивного их построения всегда приходится задаваться параметризованным видом искомых функций и искать их среди линейных, полиномиальных, тригонометрических или других известных типов. Выбор типа функций зависит от постановки конкретной задачи и является творческим процессом, часто основанным на интуиции исследователя.

В качестве примера, поясняющего выше сказанное, рассмотрим постановку одной задачи, связанной с распознаванием образов. 

Пусть на плоскости c координатными осями x, y (в двумерном евклидовом пространстве) имеется два класса точек K и M. Пусть мы знаем k точек, принадлежащих классу К, и m точек, принадлежащих классу M. 

K= {K1, K2, …, Kk} и M= {M1, M2, …, Mm}

Требуется определить положение прямой, разделяющей эти классы, если таковая существует. Это означает, что мы выбрали в качестве характеристической функции, определяющей структуру класса, линейную функцию.

В такой постановке задача не имеет однозначного решения, может существовать целое семейство прямых, разделяющих точки классов М и К. 

 Поскольку нами не определен критерий качества искомого решения, будем искать любую прямую, разделяющую плоскость на два класса.

Заметим, что в такой постановке решения может не быть вообще. Все зависит от взаимного расположения известных по принадлежности к классам исходных точек.

Пусть, например, M1 = (1, 1), M2 = (-1, -1), K1 = (-1, 1), K2 =  (1, -1).

Прямой, заданной уравнением: w1x+ w2y+ wo = 0, которая бы отделяла точки M1 и M2 от точек K1 и K2, не существует.

Формально это следует из того, что не существует решения системы неравенств вида:

w1 + w2+ wo > 0

-w1 - w2 + wo > 0

-w1 + w2+ wo ( 0

  w1 - w2 + wo ( 0

Эти неравенства получаются подстановкой в уравнение искомой прямой x+ w2y+ wo =0 значений координат точек (1, 1), (-1, -1), (-1, 1), (1, -1).

Рис.2 демонстрирует такое взаимное расположение точек, принадлежащих разным классам.


Рис. 2. У всех рис. надо дать подписи.

Из этого рисунка с очевидностью следует, что нельзя построить прямую, разделяющую точки M1 , M2 и K1, K2.

В общем случае поиск прямой, описываемой параметризованным уравнением: w1x1+w2x2 + w0 = 0, которая разделяет плоскость на два класса, основан на решении системы неравенств вида:

   w1xi+ w2yi + w0 ≥0, для всех известных точек (xi, yi) класса М и 

w1xj+ w2yj+ w0 < 0, для всех известных точек(xj, yj) класса К 

Найти способ решения этих неравенств означает необходимость найти способ подбора значений w0, w1, w2 в уравнении прямой w1x1 +w2x2 + w0 = 0 так, чтобы удовлетворялась система m+k неравенств типа (1).

w1x1+w2y1+ w0≥0 

w1x2+w2y2+ w0  ≥0 

…………………….…

w1xm +w2ym+ w0 ≥0

w1xm+1+w2ym+1+ w0< 0

w1xm+2+w2ym+2+ w0< 0

………………………….

w1xm+k+w2ym+k+ w0< 0

К чему относится фигурные скобки?

Алгоритм работы узла с двумя входами простейшей нейросети, вычисляющего пороговую функцию знака (1, -1) есть не что иное, как получение знака результата подстановки в уравнение прямой значений  координат точки (xi, yi). Роль порога играет отрицательное значение w0.

Нейросеть, именуемая персептроном, решает задачу отыскания линейной функции, разделяющей классы, в предположении, что такая прямая или гиперплоскость существуют.

Для того чтобы представить алгоритм решения данной задачи в компактной векторной форме, примем следующие обозначения.

Вектор с координатами w0, w1, w2 обозначим W = (w0, w1, w2), вектор с координатами –1, х1, х2 обозначим: X = (-1, х1, х2). Тогда условие (1) запишется в компактной векторной форме:

Cкалярное произведение (W, Хi) ( 0, для точек класса К и

                                            (W, Хj) ( 0, для точек класса М.

Итерационный алгоритм подбора значений w0, w1, w2 основан на процедуре подстановок в уравнение прямой координат точек Хi и проверке справедливости неравенств (W, Хi)  ≥0 для данной точки. Если неравенство справедливо, т. е. если для точки из класса К (W, Хi)≥0 или для точки из класса М (W, Хj)< 0, то значения w0, w1, w2  не меняются.

Если окажется, что для точки из класса К (W, Хj) ( 0, хотя должно быть (0, то все коэффициенты wi корректируются так:

wi(k+1) = wI (k) + ηxi
Если же окажется, что для точки из класса М(W, Хj) ( 0, хотя должно быть ( 0, то коэффициенты wiкорректируются так:

wi(k+1) = wI (k) - ηxi
Здесь k номер последовательной подстановки координат точек, принадлежащих разным классам, η – коэффициент, регулирующий скорость сходимости процесса.

Доказано, что такой процесс сходится вне зависимости от начального приближения коэффициентов w0, w1, w2, если разделяющая прямая существует. От начального приближения и количества подстановок координат точек зависит, какую из возможных прямых, разделяющих классы, мы получим.

Для данной задачи такая нейросеть будет выглядеть следующим образом (см. рис. 3.)


Рис. 3. Простейший персептрон с одним нейроном.

Итерационный процесс настройки весовых коэффициентов w0, w1, w2 называется обучением нейросети. Представители классов, по которым проводится обучение, называются обучающей выборкой.

Приведенный пример обучения простейшего персептрона итеративным подбором весов демонстрирует общий подход использования нейросетей для решения задачи распознавания образов.

По обучающей выборке тем или иным способом строятся весовые коэффициенты нейросети, на основании которых строятся разделяющие поверхности (не обязательно линейные), разбивающие все пространство образов на области (классы) так, что все представители обучающей выборки оказываются в своих классах. Теперь, если предъявить нейросети какой-то ранее неизвестный нам образ, она его отнесет к какому-либо классу, и можно надеется, что класс образа будет определен правильно. Задача распознавания будет решена.

Нейросети используются для решения многих других задач, в частности для задач аппроксимации дискретно заданных функций, сжатия информации и фильтрации шумов.

Рассмотрим другой пример, демонстрирующий принцип работы нейросетей. Пусть плоскость x,y разделена на области тремя пересекающимися прямыми, определенными тремя нижеследующими уравнениями:

     a1y+b1x+c1 = 0

      a2y+b2x+c2 = 0

      a3y+b3x+c3 = 0

Расположение этих прямых представлено на рис. 4.


Рис. 4.

Условием того, что точка с координатами (x,y) находится в заданной области, является определенная комбинация знаков левых частей уравнений (2) при подстановке в них координат данной точки.

Фрагмент нейросети, определяющей номер области, к которой принадлежит исследуемая точка, показан на рис. 5. В этой сети три узла, каждый из которых соответствует своему уравнению прямой. Выходом нейросети является комбинация трех значений Si, которые можно рассматривать как двоичный код номера области принадлежности точек. Узлы Siустроены как персептрон, описанный выше.

Очевидно, можно построить сеть, которая будет отличать точки, попавшие только в одну из выбранных областей от всех других точек, не оказавшихся, например, в области 7 на рис.4. 

Отсюда следует, что любую произвольную область n-мерного пространства можно с любой точностью аппроксимировать многогранниками, высеченными гиперплоскостями. Это позволяет построить сеть, распознающую принадлежность точки к заданному множеству точек пространства с любой заданной точностью.


Пусть нам задана функция несколькими своими значениями, о которых мы знаем, что они получены экспериментальным путем и содержат ошибки измерения. Пусть нам известна максимальная абсолютная величина ошибки в каждой точке измерения. Тогда мы можем отрезками прямых построить «коридор», внутри которого располагаются реальные значения функции. Этот коридор можно считать классом точек\. близких к исследуемой функции.

Для функции одного переменного это иллюстрируется примером на рис. 6.

Задав произвольную точку на оси Х можно получить значение, расположенное в рамках коридора и, следовательно, близкое к значению функции в этой точке.

Соответствующую сеть можно построить, обучив ее находить по заданному х точку, лежащую в таком коридоре. Таким образом, нейросеть можно использовать для решения задач аппроксимации функций.

Нейросети  – устройства сугубо параллельного действия, что является залогом их высокого быстродействия после завершения их обучения. 

Классификация нейросетей

К настоящему времени разработано несколько типов нейросетей, используемых для решения практических задач обработки данных. 

 Поскольку нейроподобные сети представляются ориентированными графами, то в классификации их топологии используется терминология теории графов. Наиболее представительными классами нейронных сетей являются:

· однонаправленные многослойные сети;

· рекуррентные сети.

Однонаправленные многослойные сети характеризуются отсутствием обратных связей и, следовательно, циклов в топологии представляющего их графа.

В рекуррентных сетях допускается наличие обратных связей и циклов, они по своей топологии могут быть многослойными, полносвязными и смешанного типа.

 Для теоретических исследований и практической реализации наиболее часто используются однонаправленные многослойные сети. В подобных структурах граф можно разделить на слои узлов таким образом, что выходные дуги узлов одного слоя соединены с узлами следующего слоя и только с ними. Различают входной слой, на узлы которого поступают входные данные, выходной слой, с узлов которого снимаются результаты, и внутренние или скрытые слои (рис. 7). 

В слоистых структурах поток информации направлен в одну сторону и все вычисления проводятся волной, занимая столько тактов, сколько в сети слоев.



Рис. 7. Пример слоистой сети.

Нейроподобные сети классифицируются также по виду функций активации, которые могут быть разрывными, ступенчатыми и непрерывными. Примеры таких функций рассмотрены выше. Выбор функции активации S(x) зависит от характера той задачи, которую предполагается решать на нейросети, и от искусства исследователя.

В последнее время большое распространение получили так называемые радиальные сети, у которых функция активации позволяет определять близость исследуемого образа (точки пространства) к группе других точек, объединенных в кластер. В простейшем случае мера близости равна расстоянию от центра масс выделенного кластера.

Нейроподобные сети классифицируются по характеру входных/выходных сигналов (информации, циркулирующей между узлами).

Различают бинарные, k-арные сети, сети с данными и весами произвольного типа. Время в сетях может быть дискретным и непрерывным, соответственно говорят о непрерывных и дискретных сетях.  

Такое разнообразие типов нейронных сетей, исследуемых и применяемых на практике, по существу делает невозможным создание аппаратных средств, настраиваемых под любую архитектуру нейронной сети. С точки зрения практической компьютерной реализации используются модели класса многослойных синхронных сетей с дискретным временем.

Для нейронных сетей такого типа доказана принципиально важная теорема. Если нам задана любая измеримая функция  F(x), то можно построить многослойную сеть, которая будет аппроксимировать заданную функцию с любой точностью, если не ограничиваться числом узлов в этой сети.

Теорема тем самым утверждает принципиальную возможность решения на нейронных сетях этого типа очень широкого класса вычислительных и логических задач.

Клеточные автоматы

Клеточные автоматы принадлежат к классу нейронных сетей с жестко заданной топологией и очень простыми механизмами работы. 

Рассмотрим простейший двумерный бинарный клеточный автомат. Его узлы будем называть клетками в соответствии со сложившейся терминологией в этой области. Каждая клетка (нейрон) соединена линиями связи с соседями как по входам, так и по выходам. В двумерном клеточном автомате таких соседей будет 8 (рис.9).

Пусть веса входящих дуг заранее определены и не меняются в ходе работы клеточного автомата. В простейшем случае веса всех входящих дуг полагаются равными 1. Каждая клетка одновременно является входом для размещения начальных значений и выходом для снятия результатов работы автомата. Кроме входных дуг, идущих от соседних клеток, существует входная дуга, олицетворяющая порог активации, помеченная весом wi. 


Рис.9. Схема одного узла-клетки Si  клеточного автомата.

Состояние клетки  может принимать только два значения 0 или 1. Значения, выходящие из всех 8 выходов i-й клетки, равны значению состояния Si , вычисляется по формуле:


где Wi(t)  =
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(суммируются значения состояний в восьми соседних клетках, wi – порог). Время t предполагается дискретным и равным номеру шага работы клеточного автомата. 

Клеточный автомат работает по шагам. На шаге с номером t производится вычисление значений всех Si, исходя из их значений на предыдущем шаге.

Начальное состояние клеточного автомата в момент t=0 задается извне размещением значений Si(0) по всем клеткам. Также задаются значения порогов каждой клетки, которые могут быть различны.

 В простейшем случае назначаются одинаковые пороги для всех клеток автомата, которые не меняются в течение всего времени его работы, и одинаковые, равные 1, веса всех входящих дуг. 

Если клетки интерпретировать как пикселы, начальное состояние – как задание некоторой черно-белой картинки, то работу такого автомата можно рассматривать как обработку исходного изображения с целью его преобразования к желаемому виду. 

Соответствующим заданием порога можно добиться увеличения контрастности изображения, получить эффект выявления контура, превращения в негатив и т. п.

Двумерный клеточный автомат можно представить в виде регулярной сетки узлов графа, представленного на рис. 10.


Рис. 10.

Подобные клеточные автоматы реально используются для обработки радиолокационных сигналов, в частности для очистки изображений от единичных шумов «черная» (S=1) точка исчезает, если все ее соседи «белые» (Si=0).

Используются и более сложные клеточные автоматы, в которых значения Si вычисляются на каждом  шаге по некоторому алгоритму, учитывающему различие весов у соседей определенного направления. Это эквивалентно назначению весов дуг. На таких автоматах можно имитировать движение образов, моделировать некоторые физические процессы.

Клеточные автоматы являют собой простейшую модель нейронной сети, процесс их работы проще анализировать формальными методами. С их анализом связано целое направление дискретной математики со своей проблематикой и методами исследования. Клеточный автомат, как и нейронная сеть, может прийти или не прийти в равновесное состояние, когда прекращается всякое изменение состояний всех его клеток.

Одной из теоретически интересных проблем является определение необходимых и достаточных условий, при которых автомат с заданным алгоритмом пересчета состояний и весов при их заданных начальных значениях придет в равновесное состояние. Эта проблема имеет большое практическое значение для нейросетей, так как в основном решаются задачи итерационными методами, и важно заранее знать сойдется ли итерационный процесс или нет.

Представляют интерес задачи построения пульсирующих автоматов, повторяющих свое состояние с заданным темпом, автоматов, генерирующих построение последовательности заданных образов, и т. д.

В заключение отметим еще раз, что принцип нейроподобных вычислений отличается от привычных стандартных методов последовательной и параллельной организации вычислений отсутствием необходимости программирования и, самое главное, возможностью использования механизмов обучения нейрокомпьютера для решения задач, как правило, плохо формализуемых, с нечетко заданными начальными данными и условиями.

О генетическом программировании

Как уже отмечалось, идеи генетического программирования (Genetic Programming) возникли в конце 50-х годов прошлого столетия (Friedberg, R. (1958). Большую роль в развитии этих идей сыграл профессор Koza опубликовавший в 1992 г. монографию, посвященную многим аспектам этого нового направления в автоматизации программирования (“Genetic Programming. On the Programming of Computers by Means of Nature Selection”).

Прежде чем говорить о генетическом программировании следует ввести в круг идей, связанных с эволюционными алгоритмами вообще и с генетическими алгоритмами в частности.

Эволюционные алгоритмы можно отнести к известному методу «проб и ошибок», связанному с решением переборных задач, возникающих  при поисках правильных  решений или экстремальных значений, когда отсутствуют знания или теории о поведении изучаемого объекта, процесса или функции.

Самый простой способ решения таких плохо формализованных, неопределенных задач – это перебрать все возможные варианты решений и выбрать из них самое подходящее. Очевидно, что такой способ пригоден, если вариантов не так много, если же их бесконечно много или необозримо много, то используют различные методы направленного перебора.

В непрерывной математике широко используется метод градиентного спуска для поиска экстремумов функций, в дискретной математике используется метод ветвей и границ, позволяющей отсечь большое число вариантов, которые заведомо не приведут к нахождению правильного решения. Природа «выдумала» свой метод отыскания правильных решений, обеспечивающих улучшение приспособленности особей живой природы к окружающей среде обитания.

Эволюционная теория Дарвина представляет собой гипотезу, хорошо согласующуюся с фактами, которая объясняет механизмы, появления устойчивых популяций организмов (видов), наилучшим образом приспособленных к обитанию и размножению. Это механизмы «скрещивания», «мутации» и «селекции» (отбора особей для воспроизведения новых популяций вида и продолжения рода).

Современная генетика раскрыла детали механизмов скрещивания и мутации, происходящих на молекулярном уровне в цепочке генов или геноме. Геном можно представлять себе как многотомную книгу, в которой предначертано в мельчайших деталях как будет развиваться особь от рождения до взрослого состояния , как она будет вести себя в тех или иных условиях существования , как и чем она сможет питаться, как она будет взаимодействовать с особями своего и других видов, как будет участвовать в продолжении рода. Иными словами геном особи содержит всю необходимую информацию о приспособленности данной особи к жизни на Земле.

Естественно возникло желание применить механизмы естественного отбора для решения вполне конкретных задач поиска наилучших решений.

Возникло множество эволюционных алгоритмов, использующих в разных видах механизмы типа естественного отбора. 

Рассмотрим простой пример задачи поиска глобального минимума некоторой функции одного переменного на конечном сегменте. Пусть наша функция задана очень сложной программой, позволяющей вычислить ее значение в любой точке заданного сегмента. Пусть мы не знаем ее аналитического выражения и по программе не можем его восстановить. Это отсекает возможности применения хорошо развитых математических методов поиска экстремумов в точках, где производная функции равна нулю.

Тогда мы можем поступать следующим образом: 

· Возьмем наугад несколько n значений хi, принадлежащих заданному интервалу, вычислим по программе значения функции yi = f(xi) во всех  этих точках, а далее будем рассуждать, и действовать так:

· Расположим xi в порядке возрастания вычисленных по ним значениий yi;

· Будем считать, что значения xi, соответствующие большим значениям f(xi), находятся   

· ближе к искомому максимуму нашей функции, нежели другие и будем считать их «хорошими»;

· Теперь мы выберем новую последовательность xj той же длинны п, но уже не совсем случайным образом, а так, чтобы xj находились бы поблизости от «хороших» точек xi ;

· Мы получим новую последовательность xj , в которой также определим «хорошие» точки; 

Этот процесс построения все новых и новых последовательностей xj  будем продолжать в надежде, что на каком то шаге мы найдем точку, в которой функция f(xi) достигнет своего максимума.

В генетических алгоритмах используется терминология, заимствованная из эволюционной теории Дарвина.

В нашем примере последовательности хi = {x1,  x2, … , xn} называются популяциями, сами xi называются геномами, определяющими степень «хорошести» этих геномов, порождающих значения функции, а сама функция называется функцией выживаемости  или функцией качества (fitness function). Способ получения точек новой популяции на основе анализа точек (геномов) предыдущей популяции, может быть назван операцией скрещивания. Выбор «хороших» точек можно назвать селекцией.

Обращаясь к нашему простому примеру, важно заметить следующее. Если мы будем каждый раз выбирать для получения новой популяции только хорошие геномы предыдущей популяции, велика возможность «зациклиться» около точки локального максимума и не найти популяцию, содержащую глобальный максимум.  Во избежании такого явления живая природа придумала процесс мутации – случайного изменения каково то элемента генома, приводящего к изменчивости отдельной особи либо в лучшую сторону, либо в худшую. В соответствии с этим механизмом изменчивости в генетических алгоритмах использует операция мутации, которая обеспечивает, как правило, выход из зацикливания около «хороших» точек.

После популярного изложения идеи генетического алгоритма можно перей ти к более формальному изложению механизмов основных операций, используемых в вычислениях.

Общую  ситуацию, в которой действует генетический алгоритм в нашей простой задаче отыскания максимума функции, следует представлять следующим образом. 

Имеется «черный ящик», устройства котрого мы не знаем, но который, получая на вход некоторые данные, на выходе выдает некоторые значения, которые можно сравнивать между собой, ранжируя их по величине или значимости.  

На вход могут поступать характеристики некоторых объектов, которые мы будем называть геномом особи. Геном должен быть закодирован некоторой последовательностью символов. С вычислительной точки зрения любой код для компьютера представляет собой структурированную последовательность двоичных разрядов. Структурированную в том смысле, что вся двоичная последовательность разбита на поля (подпоследовательности), несущие некоторую   смысловую нагрузку, определяемую  постановкой задачи.

Двоичный элемент такой последовательности часто называют геном, а смысловые поля последовательности иногда называют хромосомами. Сразу же отметим, что в формальной постановке задач, решаемых генетическими алгоритмами, эти термины не связаны с исходным их биологическим смыслом. 

Итак на вход «черного ящика» поступают двоично закодированные  геномы, на выходе мы получаем закодированные результаты, с помощью которых можно упорядочить геномы популяции, генерируемой на каждом шаге работы алгоритма.

Геномы новой популяции в следующем шаге работы алгоритма образуются применением  некоторых операций.

Операция скрещивания формально состоит в том, что выбираются два генгма «родителей» из популяции и из  двух геномов формируется геном «потомка» по следующим правилам: Часть хромосом берется от одного родителя, часть хромосом берется от другого, но так чтобы их общее число, а иногда и место  расположения, при этом оставалось таким же, как и у родителей. В генетических алгоритмах общая длина двоичного генома у всех особей всех популяций одинакова.  Таким образом, понятие хромосомы используется для выполнения операции скрещивания в тех задачах,где геном необходимо структурировать.

Операция мутации состоит в том, что  у случайно выбранных «рдителей», случайно меняется один ген на противоположный по значению. Слово случайно означает, что с некоторой заранее заданной вероятностью выбирается один из теномов особи популяции и в этом геномие с заданной вероятностью выбирается и меняется один из его генов. 

Операция селекции состоит в выборе геномов, полученных в результатетскркщивания, селекции и выбора некоторых геномов из старой популяции для формирования новой популяции для следующего шага работы генетического алгоритма.При организации селекции также используется вероятностный подход, т. е. задаются вероятности выбора новых геномов и оставления в популяции старых особей.

Перечисленные выше вероятности являются параметрами генетического алгоритма, и от их выбора в значительной степени зависит качество работы самого алгоритма, успех в решении поставленной задачи. Входными параметрами генетического алгоритма являются также размер генома, заданный размер популяции и число шагов  итерационного процесса, необходимых для получения приемлемого решения. 

В 1975 году Holland доказал теорему, известную под названием  теоремы схем (schemata theorem).

В очень грубом приближении содержательно «теорема схем» утверждает, что с увеличением числа итерационных шагов генетического алгоритма, вероятность приближения к экстремуму функции качества возрастает. 

Теорема исходит из того, что геном представляет собой двоичную  последовательность, у которой каждый  ген (двоичный разряд) может изменяться независимо от других в результате действий операций скрещивания и мутации. Теорема утверждает, что от поколения к поколению в результате операции селекции, которая оставляет в следующем поколении в основном геномы с «хорошим» значением функции качества,   растет (по вероятности) число  разрядов в геноме, не меняющихся от поколения к поколению.

Поясним утверждение теоремы на примере. Пусть геном представляет собой последовательность п двоичных разрядов. Рассмотрим популяцию некоторого поколения, состоящую из М особей, обладающих самыми хорошими значениями функций качества. Каждому разряду генома поставим в соответствие частоту повторяемости его значения.   Например, значение «0» генома с номером i повторяется в популяции к раз,  значение «1» этого гена повторяется М-к  раз. Если к ( М-к , то будем считать такой ген  «случайным»   или неинформативным и обозначим его неопределенное значение символом «*», если же  k>> М-к, то будем считать, что вероятность закрепления за геном некоторого значения            пропорциональна частоте его появления в популяции. Это позволяет нам построить «схему» генома, отражающую степень закрепления определенных значений генов в популяции. Эта схема будет выглядеть, например,  так:  

	0
	0
	*
	*
	1
	0
	1
	1
	*
	0


Это  означает,  что в популяции гены, помеченные *, достаточно случайным образом меняют свое значение от особи к особи, случайно меняя значение 0 на 1 или, наоборот. Конкретные значения, помеченные 0 или 1, говорят о том, что в популяции соответствующие гены принимают у большинства особей означенные значения.

При некоторых предположениях о вероятностях мутаций, скрещиваний и правилах селекции, вероятность появления неопределенностей типа * постепенно убывает от популяции к популяции, символы *  постепенно исчезают из схем.

Геном, с заданными значениями всех  его разрядов, можно интерпретировать как одну   вершину п-мерного куба. Множество вершин, удовлетворяющих схеме, в которой закреплены значения лишь за несколькими разрядами, представляет собой несколько вершин,  образующих аналог гиперплоскости в обычном п-мерном пространстве. 

Конструирование генетических алгоритмов для решения оптимизационных задач, творческий процесс, требующий от разработчика знания предметной области, интуиции и изобретательности.

Генетический алгоритм применяется в тех случаях, когда задача может быть сведена либо к поиску экстремума некоторой сложной функции либо к отысканию точки в пространстве геномов, в которой известный по значению экстремум достигается.

Если исследуемый геном представляет собой последовательность даоичных разрядов длины п, то пространство всех возможных двоичных последовательностей такой длины есть 2п. Например, при п=64 число 2п (1018 . Прямой перебор для решения такой задачи потребует огромного числа вычислений исследуемой функции. Практические эксперименты показывают, что для достижения заданной цели требуется приблизительно около 200 итераций при размере популяций порядка 40 геномов в каждой. Тем самым потребуется вычислить 200*40 ( 104 . Ускорение, даваемое генетическим алгоритмом по сравнению с прямым перебором, равно 1012 , Работа ускоряется в миллиарды раз.

При некоторых искусственных предположениях математически точно доказывается сходимость генетического алгоритма к точному решению поставленной задачи.

Для некоторых реальных задач точное доказательство того что алгоритм выдал нам точное (или близкое к точному) решение  трудно получить, и это составляет один из недостатков генетических вычислений 

В модели с «черным ящиком» возможна и другая постановка задачи. Пусть мы знаем реакцию черного ящика на входные данные, которые мы также будем называть геномами. Нас интересует, по какой программе работает этот аппарат, выдавая значения некоторой вычисленной им функции. 

Задача генетического программирования как раз сводится к конструированию программы, выполняющей аналогичное черному ящику преобразование данных с использованием идей генетических алгоритмов. Речь идет о конструировании реальной вычислительной программы, которую можно задать вычислительной машине для ее реального исполнения, то есть о программе, закодированной на одном из формальных алгоритмических языков, доступных для понимания компьютером.

Формальный механизм генетического программирования состоит в следующем.

Модель любой программы представляется в виде графа или списка в смысле языка ЛИСП.  

Для простоты дальнейшего изложения будем рассматривать программу как визуально заданный граф.

Любое вычисление арифметического выражения можно интерпретировать как поток вычислений, определяемый соответствующим графом. Например, рассмотрим простое выражение:

y= ((a+b)*c + (a-d)*x)*r

Это выражение можно представить графом потока данных и операций над ними:

a

                                +

b


c                                                     *

                                -                                         +

d

                                                      *

x

                                                                                        *             y

r

Последовательность вычислений, выраженных этим графом, может быть таковой

a( b( +( c( ( (a( d( –( x( (( +( r ((.

Эту последовательность символов, отображающих граф вычислений мы будем считать геномом, точнее набором хромосом, несущих на себе следующую семантическую нагрузку:

Коды букв обозначают переменные и константы,  коды символов операций – набор допустимых в компьютере арифметических действий. Код символа ( обозначает стрелку в графе программы. 

Теперь,  соблюдая некоторые очевидные правила случайно выберем последовательность этих трех типов символов, которые образуют программу, которая что то может вычислять. Подставим в эту случайно выбранную программу входные значения, воспринимаемые нашим черным ящиком. Наверное, результат вычислений по такой программе будет значительно отличаться от того, что выдает черный ящик. Ошибку в вычислениях мы будем считать значением функции качества генетического алгоритма, конструирующего нужную машинную программу.

Тем самым мы определили вид генома, функцию качества и для реализации генетического алгоритма нам недостает разумно определить операции скрещивания, мутации, селекции размер популяции и критерии окончания итерационного процесса по выбору правильной программы, которая минимизирует ошибку в вычислении отклика черного ящика на входные данные.

Перейдем к более формальной постановке задачи генетического программирования, для простого примера, связанного с конструированием программы вычисления функции одного переменного. Пусть нам вместо черного ящика  задана конечная таблица пар чисел  (xi,yi), где xi обозначает аргумент, а yi значение функции от этого аргумента. Будем искать программу, представленную древовидным графом, которая будет вычислять по значению xi значения zi минимально отличающимися в совокупности от yi , то есть будем искать программу, минимизирующую функцию 
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Аргументом функции F  является программа–геном р, о которых речь шла выше. Определим размер популяции программ, равным, например, 10. и случайным образом построим 10 графов-программ с небольшим числом узлов и связей между ними.

Для каждого графа i вычислим значение функции F(pi) и упорядочим pi увеличения значений функции F(pi).  Таким образом? в начале сформированной популяции у нас окажутся более «хорошие» графы программ.  

Далее мы будем поступать так, как диктует классический генетический алгоритм для получения популяции программ на следующем шаге. Однако операцию скрещивания мы будем проводить своеобразным способом, а именно:

Выберем два графа из популяции, в каждом из них выделим какие то ветви дерева и поменяем их местами, например, так, как показано на рисунке 1.

 

Из двух родителей мы получаем двух потомков, которые могу оказаться в следующей популяции, если алгоритм селекции это выполнит.

Операция мутации графа состоит в том, что к дереву либо добавляется один узел, либо убирается какая-либо ветвь или узел. При выполнении операций мутации и скрещивания соблюдается правила сохранения правильного синтаксиса новых графов, которые составят новую популяцию. 

В отличие от обычного генетического алгоритма геномы алгоритма могут быть разной длины с разным числом узлов и связей между ними. Это создает дополнительные сложности в организации алгоритма конструирования хороших программ.

Представление программ в виде деревьев и других графовых структур наиболее часто распространено в практике использования генетического программирования (ГП). Однако развитая теория ГП позволяет различным образом интерпретировать понятие программы. Вместо машинных программ, используя ГП, можно конструировать электрические сети с заданными характеристиками, функции алгебры логики, в принципе любые автоматические устройства, представляющие собой композицию элементарных функциональных компонент, связанных в единую систему. 

Многообещающие опыты применения идей ГП существуют, в частности, некоторые автоматические радиотехнические устройства, построенные с помощью ГА, даже запатентованы!

Программу в ГП в общем случае следует понимать как план действий для достижения поставленной цели с наилучшими параметрами получающегося  результата, т. е. план достижения экстремального значения некоторого функционала.

В формальной постановке программа представляет собой некоторую структуру, состоящую из узлов и связей между ними. Такая структура типа дерева семантически  должна допускать следующую интерпретацию:

Каждый узел должен уметь выполнять некоторые действия; корневой узел доставляет решение поставленной задачи. Чтобы он мог выполнить назначенное ему действие должны быть выполнены задачи подмножеством узлов, с которыми он непосредственно связан. Это касается каждого узла, который может выполнить свою работу, если выполнили свою работы непосредственно связанные с ним узлы следующего по иерархии уровня. Листья дерева узлов представляют собой терминальные узлы, с которых начинается выполнение работ, и от которых уже нет связей с другими узлами более низкого уровня. В смысле машинных программ терминальные узлы представляют собой исходные данные программы, либо процедуры, не требующие входных параметров.

Основными элементами любой генетической программы являются терминалы и функции [1]. При использовании ГП для решения оптимизационной задачи в какой-либо предметной области следует выбрать алфавит терминальных символов и множество используемых функций.  В области конструирования машинных программ в качестве набора функций, как правило, выбирают стандартный набор арифметических операций,  элементарных функций, операторов ветвлений и циклов. В качестве терминальных символов – идентификаторы начальных данных и результатов промежуточных вычислений. Последние иногда играют роль функций обращения к памяти по записи и чтению.  Набор функций может включать и более сложные элементы, такие как используемые в данной предметной области готовые библиотечные программы.

Пожалуй, самым большим поклонником использования парадигмы генетического программирования в разнообразных сферах науки и техники является Коза,  которому принадлежит большое число публикаций на эту тему, включая DVD-ролик с его лекциями.   В своей статье 1992 года он привел несколько примеров хороших результатов, полученных с применением ГП в машинном программировании, электротехнике, экономических задачах.  

В нашей стране развитием идей ГП занимаются в ряде академических институтах и университетах. В частности, на факультете Вычислительной математики и кибернетики, на кафедре автоматизации систем вычислительных комплексов (АСВК) выполнен ряд интересных работ, связанных с применением ГП для задач оптимизации загрузки процессоров при параллельной работе мультипроцессорных систем, в задачах обработки сигнальной информации (выбор оптимальной системы фильтров), и в ряде других оптимизационных задач, связанных с оптимизацией алгоритмов обучения нейронных сетей различного назначения. 

В области конструирования эффективных программ, работающих в реальном масштабе времени, выполнены многообещающие исследования и разработки, позволившие получить хорошие результаты в задачах классификации и идентификации образов. 

Аппаратная  и программная реализация нейровычислений

Нейросетевой подход к обработке данных (нейросетевые  вычисления) реализуется двояким способом. Во-первых, создаются программные имитаторы нейросетей на обычных компьютерах и через эти имитаторы пропускаются исследуемые задачи, т. е. имитируется параллельная работа нейросети во всех подробностях, хотя реальные вычисления производятся чисто последовательно. Тем не менее такой подход позволяет быстрее решать многие задачи на последовательном программном имитаторе параллельной работающей обученной нейросети.

В настоящее время создано несколько коммерческих эмуляторов разного типа нейросетей (ETE, CLAN, SNNS и др.).

Второй подход состоит в создании реальных нейрокомпьютеров с использованием достижений микроэлектроники, включающих в свой состав сотни и тысячи нейронов (узлов). Для этих же целей используются машины с массовым параллелизмом, нейрокомпьютерные вычисления  для  которых являются частным случаем параллельного решения задач.

Нейрокомпьютеры

Работы по созданию аппаратно реализованных нейрокомпьютеров ведут многие фирмы: Intel, Fujitsu, Neural Semiconductor и др.

Так фирма Fujitsu разработала аппаратно реализованную сеть на 256 узлов, которая, по мнению ее специалистов, в 2000 раз превосходит по быстродействию рабочие станции SPARC-10.

Быстродействие нейрокомпьютера определяется числом переключений в секунду. Под переключением понимается шаг работы нейросети, связанный с одновременным вычислением значений во всех узлах сети. Система Fujitsu обладает скоростью 500 млн. переключений в секунду (Mcups)

В Европе разработаны проекты Pygmalion и Callatea, целью которых является создание мощных нейрокомпьютеров и внедрение их в наукоемкие производства и научные разработки.

Многопроцессорные ускорительные платы

Особенностью нейросетевых методов обработки информации является высокая параллельность вычислений, и следовательно, целесообразность использования средств аппаратной поддержки, в частности плат-ускорителей. Такие платы работают параллельно с процессором обычного персонального компьютера и несут основную нагрузку вычислений. 

В нашей стране также ведутся работы в этом многообещающем направлении. В частности, создана нейроплата, которая вставляется в свободный слот персонального компьютера см.___. В ее состав входит транспьютер, память для весовых коэффициентов, память для программ и  данных и нейровычислитель.

Транспьютер осуществляет связь нейроплаты с персональным компьютером, на котором готовятся коэффициенты и данные для нейровычислителя и загрузки обучающей выборки. Собственно нейровычислитель обеспечивает 2 млн. переключений в секунду. Разрядность входных/выходных данных составляет либо 1 разряд, либо 8 разрядов. Блок-схема нейроплаты представлена на рис. 8. 

Нейровычислитель представляет собой арифметический конвейер и не является параллельно работающей сетью, тем не менее он значительно ускоряет вычисления. Топология сети связи между узлами реализуется списочными структурами в памяти весовых коэффициентов входящих в узел дуг.  

К настоящему времени разработано несколько нейрокомпьютерных приставок к персональным компьютерам, содержащих в своем составе десятки вычислительных узлов-нейронов, которые работают действительно параллельно.

На базе мультипроцессорных систем ICL DAP, Computing Surface, AAP-2, Connection Maсhine (CM) успешно проводится моделирование нейронных сетей. Так на системе ICL DAP моделировалась полносвязная сеть Хопфилда, решающая задачи коммивояжера.

Условная производительность при решении задачи распознавании слов на этой установке оценивается в 25 млн. операций в секунду. Система ICL DAP использовалась также для анализа изображений в растре 64х64 элементов, при этом производительность оценивалась в 100 тыс. кадров в секунду. При этом следует учесть, что ICL DAP по своей номинальной производительности имеет весьма скромные технические характеристики.

Установка Computing Surface, состоящая из 30 транспьютеров, использовалась для обработки нейросетевым образом изображений на 256х256 точек. В максимальном варианте моделировалась трехслойная сеть из 5040 нейронов более чем с 5 млн. связей.

На машине СМ-5 фирмы ThM также велись успешные работы по эмуляции специальной нейросети NETtall с использованием уникальных возможностей этой установки по выполнению быстрой параллельной сортировки.


Ускорительные модули на TMS-процессорах

(Сазанов В.М.)

Построение ускорительных плат возможно на основе сигнальных процессоров типа TMS320, в качестве базовой операции позволяющих выполнять операции умножения с накоплением. 

Структурная схема такой платы с 4-мя TMS-процессорами приведена ниже.
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Разработка нейрокомпьютеров на программируемых матрицах

Быстро и недорого реализовать нейросетевой алгоритм позволяет использование программируемых логических интегральных схем (ПЛИС) с последующим переходом к выпуску нейрочипа на базовых матричных кристаллах (БМК). 

Мощные современные программные пакеты автоматизации проектирования XILING  и ALTERA включают следующие готовые модули для модульного проектирования:

· быстрое преобразование Фурье;

· цифровые фильтры;

· умножители;

· корреляторы;

· схемы интерфейса с хост-машиной, клавиатурой, пользователем;

· интерфейсы с аналого-цифровыми и цифро-аналоговыми преобразователями.
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Рис. 8. Схема нейроплаты.
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